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Abstract. This work will be presented the key concepts of Data Mining, main tasks
and methods. Besides the traditional methods, some variations and new approaches
will be discussed. Finally, a list of the main tools to work with mining.
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Resumo. Neste trabalho serdo apresentados os conceitos fundamentais da Miner-
acdo de Dados, principais tarefas e métodos. Além dos métodos tradicionais, algu-
mas variantes e novas abordagens serdo discutidas. Ao final serd apresentada uma
lista das principais ferramentas para se trabalhar com mineragdo.
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1 Introducao

Desde o surgimento dos sistemas computacionais, um dos principais objetivos das orga-
nizacdes tem sido o de armazenar dados. Nas ultimas décadas essa tendéncia ficou ainda mais
evidente com a queda nos custos para a aquisi¢do de hardware, tornando possivel armazenar
quantidades cada vez maiores de dados. Novas e mais complexas estruturas de armazenamento
foram desenvolvidas, tais como: banco de dados, Data Warehouses , Bibliotecas Virtuais, Web
e outras [16] [27].

Bramer [6], exemplifica o enorme volume de dados gerado pelas aplicagdes atuais:

e Os satélites de observacdo da NASA geram cerca de um ferabyte de dados por dia;

e O projeto Genoma armazena milhares de bytes para cada uma das bilhdes de bases genéti-
cas;

e Instituicdes mantém repositérios com milhares de transagdes dos seus clientes;

Com o volume de dados armazenados crescendo diariamente, responder uma questao
tornou-se crucial [39]: O que fazer com os dados armazenados? As técnicas tradicionais de
exploracdo de dados ndo sdo mais adequadas para tratar a grande maioria dos repositérios. Com
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a finalidade de responder a esta questdo, foi proposta, no final da década de 80, a Mineracdo de
Dados, do inglés Data Mining.

A Mineracdo de Dados € uma das tecnologias mais promissoras da atualidade. Um dos

fatores deste sucesso € o fato de dezenas, e muitas vezes centenas de milhdes de reais serem
gastos pelas companhias na coleta dos dados e, no entanto, nenhuma informacao util € identifi-
cada [39]. Em seu trabalho, Han [27] refere-se a essa situacdo como "rico em dados, pobre em
informacao". Além da iniciativa privada, o setor publico e o terceiro setor (ONGt's) também
podem se beneficiar com a Mineracao de Dados [84].

Witten et al. [88], Olson et al. [58] e Bramer [6] apresentam algumas das dreas nas quais

a Mineragdo de Dados € aplicada de forma satisfatdria:

Retencdo de clientes: identifica¢do de perfis para determinados produtos, venda cruzada;

Bancos: identificar padrées para auxiliar no gerenciamento de relacionamento com o
cliente;

Cartao de Crédito: identificar segmentos de mercado, identificar padroes de rotatividade;
Cobranca: deteccdo de fraudes;

Telemarketing: acesso facilitado aos dados do cliente;

Eleitoral: identificacdo de um perfil para possiveis votantes;

Medicina: indicacdo de diagndsticos mais precisos;

Seguranca: na deteccdo de atividades terroristas e criminais [48] [15];

Auxilio em pesquisas biométricas [38];

RH: identificagdo de competéncias em curriculos [9];

Tomada de Decisdo: filtrar as informagdes relevantes, fornecer indicadores de probabili-
dade.

Segundo Ponniah [65], o uso da Minerac@o de Dados permite, por exemplo, que:

Um supermercado melhore a disposi¢do de seus produtos nas prateleiras, através do
padrdo de consumo de seus clientes;

Uma companhia de marketing direcione o envio de mensagens promocionais, obtendo
melhores retornos;

Uma empresa aérea possa diferenciar seus servigos oferecendo um atendimento person-
alizado;

Empresas planejem melhor a logistica de distribuicao dos seus produtos, prevendo picos
nas vendas;

Empresas possam economizar identificando fraudes;

Agéncias de viagens possam aumentar o volume de vendas direcionando seus pacotes a
clientes com aquele perfil;

Alguns casos de sucesso da Mineragdo de Dados estao relatados em Ye [91], Han et al.

[27], Myatt et al. [54] e Hornick et al. [30].
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2 Descoberta de Conhecimento

Segundo Fayyad [20], o modelo tradicional para transformacio dos dados em informacao
(conhecimento), consiste em um processamento manual de todas essas informacdes por es-
pecialistas que, entdo, produzem relatérios que deverdo ser analisados. Na grande maioria
das situagdes, devido ao grande volume de dados, esse processo manual torna-se impraticavel.
Ainda segundo Fayyad, o KDD (Knowledge Discovery in Databases ou Descoberta de Conhec-
imento nas Bases de Dados) é uma tentativa de solucionar o problema causado pela chamada
"era da informacao": a sobrecarga de dados.

Ainda ndo € consenso a definicdo dos termos KDD e Data Mining. Em Rezende [69],
Wang [83] e Han et al. [27] eles s@o considerados sindnimos. Para Cios et al. [16] e Fayyad
[20] o KDD refere-se a todo o processo de descoberta de conhecimento, e a Mineragdo de Dados
a uma das atividades do processo. No entanto, todos concordam que o processo de mineragao
deve ser iterativo, interativo e divido em fases. Na figura 1 podemos ver uma representacao do
processo de KDD.

C Avaliagdo )

NIYAN

I Conhecimento

Padrdes

Mineragiio de Dados

Transformagido

Pré-Processamento

D Dados
i Dados Pré-Processados Transformados
=

Dados Escolhidos

Dados
Figura 1: Figura representando o processo de KDD [20]

Uma das defini¢des mais utilizadas para o termo KDD € de Fayyad [20], que o define
como "um processo nao trivial de identificagdo de novos padrdes vélidos, uteis e compreen-
siveis".

Atualmente diversos processos definem e padronizam as fases e atividades da Mineracao
de Dados. Apesar das particularidades, todos em geral contém a mesma estrutura. Neste tra-
balho, escolhemos o CRISP-DM (Cross-Industry Standard Processo of Data Mining) [14] como
modelo, devido a vasta literatura disponivel e por atualmente ser considerado o padrdo de maior
aceitacdo [39] [28]. Um ranking do uso dos principais processos pode ser encontrado em [32].

Como afirma Olson et al. [58], o processo CRISP-DM consiste de seis fases organizadas
de maneira ciclica, conforme mostra a figura 2. Além disto, apesar de ser composto por fases,
o fluxo ndo € unidirecional, podendo ir e voltar entre as fases.
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Figura 2: Figura representando o processo CRISP [39]

As fases do processo CRISP-DM sio:

1. Entendimento dos Negécios: Nessa etapa, o foco é entender qual o objetivo que se
deseja atingir com a mineracdo de dados. O entendimento do negdcio ird ajudar nas
proximas etapas.

2. Entendimento dos Dados: As fontes fornecedoras dos dados podem vir de diversos
locais e possuirem diversos formatos. Segundo Olson et al. [58], apds definir os objetivos,
¢é necessdrio conhecer os dados visando:

e Descrever de forma clara o problema;
e Identificar os dados relevantes para o problema em questio;
e Certificar-se de que as varidveis relevantes para o projeto nao sao interdependentes.

Normalmente as técnicas de agrupamento e de exploracao visual também sao utilizadas
nesta etapa [58].

3. Preparacao dos Dados: Devido as diversas origens possiveis, € comum que os dados ndao
estejam preparados para que os métodos de Mineracao de Dados sejam aplicados dire-
tamente. Dependendo da qualidade desses dados, algumas acdes podem ser necessdrias.
Este processo de limpeza dos dados geralmente envolve filtrar, combinar e preencher val-
ores vazios.

4. Modelagem: E nesta fase que as técnicas (algoritmos) de mineragio serdo aplicadas. A
escolha da(s) técnica(s) depende dos objetivos desejados [48].
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5. Avaliacdo: Considerada uma fase critica do processo de mineracdo, nesta etapa
€ necessdria a participagao de especialistas nos dados, conhecedores do negdcio e
tomadores de decisdo. Diversas ferramentas graficas sao utilizadas para a visualizacao
e analise dos resultados (modelos).

Testes e validacdes, visando obter a confiabilidade nos modelos, devem ser executados
(cross validation, suplied test set, use training set, percentage split) e indicadores para
auxiliar a andlise dos resultados precisam ser obtidos (matriz de confusao, indice de cor-
recdo e incorre¢do de instancias mineradas, estatistica kappa, erro médio absoluto, erro
relativo médio, precisdo, F-measure, dentre outros) [27] [88].

6. Distribuicio: Apds executado o modelo com os dados reais e completos € necessario
que os envolvidos conhecam os resultados.

Constantemente, novos processos sao propostos para se trabalhar com a Mineracio de
Dados. Aranda et al. [23], propde um modelo envolvendo o processo RUP e o CRISP-DM.
Pechenizkiy et al. [61], propde um processo baseado no modelo dos Sistemas de Informacdes.

3 Os Dados

Conhecer o tipo dos dados com o qual se ird trabalhar também é fundamental para a
escolha do(s) método(s) mais adequado(s). Pode-se categorizar os dados em dois tipos: quan-
titativos e qualitativos. Os dados quantitativos sdo representados por valores numéricos. Eles
ainda podem ser discretos e continuos. J4 os dados qualitativos contém os valores nominais e
ordinais (categéricos). Em geral, antes de se aplicar os algoritmos de mineragdo € necessario
explorar, conhecer e preparar os dados.

Nesse sentido, uma das primeiras atividades € obter uma visualiza¢ao dos dados, de forma
que se possa ter uma visdo geral, para depois decidir-se quais as técnicas mais indicadas. Diver-
sas sdo as técnicas utilizadas para a visualizacao dos dados. Simoff [78], Rezende [69], Myatt
[53], Myatt et al. [54], NIST [56] e Canada [10] apresentam diversas abordagens para as visu-
alizagcdes. Keim [33], apresenta um estudo sobre as diversas técnicas de visualizacdo. A figura
3 mostra a evolugdo dessas técnicas.
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Figura 3: Evolucdo das técnicas de visualizacdo [33]

Com uma visdo inicial dos dados definida, € necessario explora-los, buscando, além de
mais conhecimento sobre os mesmos, encontrarmos valores que possam comprometer sua quali-
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dade, tais como: valores em branco ou nulo, valores viciados, varidveis duplicadas, entre outras.
A medida em que problemas vio sendo encontrados e o entendimento vai sendo obtido, ocorre
a preparagao dos dados para que os algoritmos de mineragao possam ser aplicados. Segundo
Olson et al. [58], o processo de preparacdo dos dados na maioria dos projetos de mineragdo,
compreende até 50% de todo o processo. Para McCue [48], estd etapa pode compreender até
80%.

Han e Kamber [27], descrevem vdrias técnicas estatisticas de andlise de dispersdo (Quar-
tiles, Variancia) e de medida central (média, mediana, moda e faixa de valores) combinadas com
gréificos (Histogramas, Frequéncia, Barra, BoxPlot, Dispersdo) sdo usadas para a exploragdo dos
dados. Myatt [53], utiliza a técnica de Anélise Exploratdria dos Dados (EDA - Exploratory Data
Analisis) para auxiliar nessa atividade.

O processo de preparacdo dos dados para a mineragdo, também chamado de pré-
processamento, segundo Han et al. [27], consiste principalmente em:

Limpeza dos Dados

Integragio
dos Dados

Transformagdo dos Dados —2,32, 100,59, 48 — —0.02,0.32, 1.00,0.59, 0.48

Redugio dos Dados
Atributos Atributos
Al A2 A3 . Al26 Al A3 v AllS

frogie

P A

o
=
b

Transacgdes

,_.
o
o
=)

Figura 4: Atividades do pré-processamento [27]

Limpeza dos dados: Frequentemente, os dados sdo encontrados com diversas inconsisténcias:
registros incompletos, valores errados e dados inconsistentes. A etapa de limpeza dos
dados visa eliminar estes problemas de modo que eles ndao influam no resultado dos al-
goritmos usados. As técnicas usadas nesta etapa vao desde a remog¢do do registro com
problemas, passando pela atribuicdo de valores padroes, até a aplicacio de técnicas de
agrupamento para auxiliar na descoberta dos melhores valores. Devido ao grande esfor¢o
exigido nesta etapa, Han et al. [27] propdem o uso de um processo especifico para a
limpeza dos dados.

Integracio dos dados: E comum obter-se os dados a serem minerados de diversas fontes:
banco de dados, arquivos textos, planilhas, data warehouses, videos, imagens, entre
outras. Surge entdo, a necessidade da integracdo destes dados de forma a termos um
repositdrio unico e consistente. Para isto, € necessdria uma andlise aprofundada dos da-
dos observando redundancias, dependéncias entre as varidveis e valores conflitantes (cat-
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egorias diferentes para os mesmos valores, chaves divergentes, regras diferentes para os
mesmos dados, entre outros).

Transformacao dos dados: A etapa de transformacao dos dados merece destaque. Alguns al-
goritmos trabalham apenas com valores numéricos e outros apenas com valores categori-
cos. Nestes casos, € necessdrio transformar os valores numéricos em categdricos ou 0s
categdricos em valores numéricos. Nao existe um critério Unico para transformacao dos
dados e diversas técnicas podem ser usadas de acordo com os objetivos pretendidos. Al-
gumas das técnicas empregadas nesta etapa sdo: suavizacdo (remove valores errados dos
dados), agrupamento (agrupa valores em faixas sumarizadas), generalizacdo (converte
valores muito especificos para valores mais genéricos), normalizacio (colocar as var-
1dveis em uma mesma escala) e a criacdo de novos atributos (gerados a partir de outros ja
existentes).

Reducio dos dados: O volume de dados usado na mineracdo costuma ser alto. Em alguns
casos, este volume € tdo grande que torna o processo de andlise dos dados e da propria
mineracdo impraticidvel. Nestes casos, as técnicas de reducdo de dados podem ser apli-
cadas para que a massa de dados original seja convertida em uma massa de dados menor,
porém, sem perder a representatividade dos dados originais. Isto permite que os algo-
ritmos de mineracdo sejam executados com mais eficiéncia, mantendo a qualidade do
resultado. As estratégias adotadas nesta etapa sdo: criagdo de estruturas otimizadas para
os dados (cubos de dados), selecdo de um subconjunto dos atributos, reducao da dimen-
sionalidade e discretizacdo. Dentre as diversas técnicas, a PCA - Principal Components
Analysis, desempenha um papel muito importante na redu¢cdo da dimensionalidade [77]
[79]. Outra técnica muito utilizada é a Discretizacdo Baseada na Entropia [27].

Geralmente, os repositorios usados possuem milhares de registros. Neste contexto, 0 uso
de todos os registros do repositério para a constru¢cdo do modelo de Mineragdao de Dados €
invidvel. Assim, utiliza-se uma amostra (mais representativa possivel) que é dividida em trés
conjuntos:

1. Conjunto de Treinamento (Training Set): conjunto de registros usados no qual o modelo
¢ desenvolvido;

2. Conjunto de Testes (7est Set): conjunto de registros usados para testar o modelo con-
struido;

3. Conjunto de Validagdo (Validation Set): conjunto de registros usados para validar o mod-
elo construido;

Essa divisdo em grupos é necessdria para que o modelo ndo fique dependente de um
conjunto de dados especifico e, ao ser submetido a outros conjuntos (com valores diferentes dos
usados na constru¢do e validagdo do modelo), apresente resultados insatisfatorios. Este efeito €
chamado de efeito Bias. A medida que se aumenta a precisao do modelo para um conjunto de
dados especifico, perde-se a precisdo para outros conjuntos.

Apesar da grande maioria dos repositérios conterem um volume alto de registros, em
alguns casos o que ocorre € o inverso. Neste caso, algumas estratégias foram desenvolvidas
para gerar conjunto de dados a partir dos registros existentes [6] [88] [85].

E importante destacar que, apesar de existir um volume muito grande de dados nas em-
presas, estes dados raramente sdo disponibilizados para fins de pesquisas. Assim, muitas vezes,
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novos algoritmos sdo criados de forma tedrica em ambientes académicos e, pela falta de da-
dos, ndo se consegue uma avaliagcdo em um ambiente mais préximo do real. Para auxiliar nas
pesquisas, repositérios comuns e publicos com diversas bases de dados foram criados por di-
versas instituicdes. Um dos mais conhecidos repositdrios, com bases de diferentes negdcios,
tamanhos e tipos, pode ser encontrado em [64].

4 Mineracao de Dados

Por ser considerada multidisciplinar, as defini¢des acerca do termo Mineragao de Dados
variam com o campo de atuacdo dos autores. Destacamos neste trabalho trés areas que sao
consideradas como de maior expressao dentro da Minera¢do de Dados: Estatistica, Aprendizado
de Méquina e Banco de Dados. Em Zhou [96], € feita uma andlise comparativa sobre as trés
perspectivas citadas.

e Em Hand et al. [28], a defini¢do € dada de uma perspectiva estatistica: "Mineracdo de
Dados é a andlise de grandes conjuntos de dados a fim de encontrar relacionamentos
inesperados e de resumir os dados de uma forma que eles sejam tanto uteis quanto com-
preensiveis ao dono dos dados".

e Em Cabena et al. [8], a defini¢do é dada de uma perspectiva de banco de dados: "Min-
eracdo de Dados € um campo interdisciplinar que junta técnicas de maquinas de conhec-
imentos, reconhecimento de padrdes, estatisticas, banco de dados e visualizagcdo, para
conseguir extrair informagdes de grandes bases de dados".

e Em Fayyad et al. [20], a defini¢do é dada da perspectiva do aprendizado de maquina:
"Mineracdo de Dados € um passo no processo de Descoberta de Conhecimento que con-
siste na realizacao da andlise dos dados e na aplicacdo de algoritmos de descoberta que,

sob certas limitagcdes computacionais, produzem um conjunto de padrdes de certos da-
dos."

Apesar das defini¢cdes sobre a Mineragdo de Dados levar a crer que o processo de extracao
de conhecimento se d4 de uma forma totalmente automaética, sabe-se hoje que de fato isso ndo é
verdade [39]. Apesar de encontrarmos diversas ferramentas que nos auxiliam na execugdo dos
algoritmos de mineracdo, os resultados ainda precisam de uma andlise humana. Porém, ainda
assim, a mineracao contribui de forma significativa no processo de descoberta de conhecimento,
permitindo aos especialistas concentrarem esforcos apenas em partes mais significativa dos
dados.

4.1 Tarefas

A Mineracdo de Dados é comumente classificada pela sua capacidade em realizar deter-
minadas tarefas [39]. As tarefas mais comuns sfo:

Descricdo (Description) E a tarefa utilizada para descrever os padrdes e tendéncias revelados
pelos dados. A descricdo geralmente oferece uma possivel interpretacdo para os resul-
tados obtidos. A tarefa de descri¢do é muito utilizada em conjunto com as técnicas de
andlise exploratéria de dados, para comprovar a influéncia de certas varidveis no resul-
tado obtido.
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Classificacao (Classification) Uma das tarefas mais comuns, a Classificacio, visa identificar a
qual classe um determinado registro pertence. Nesta tarefa, o modelo analisa o conjunto
de registros fornecidos, com cada registro ja contendo a indicac@o a qual classe pertence,
a fim de ’aprender’ como classificar um novo registro (aprendizado supervisionado). Por
exemplo, categorizamos cada registro de um conjunto de dados contendo as informagdes
sobre os colaboradores de uma empresa: Perfil Técnico, Perfil Negocial e Perfil Geren-
cial. O modelo analisa os registros e entdo € capaz de dizer em qual categoria um novo
colaborador se encaixa. A tarefa de classificacdo pode ser usada por exemplo para:

e Determinar quando uma transa¢do de cartdo de crédito pode ser uma fraude;
e Identificar em uma escola, qual a turma mais indicada para um determinado aluno;
e Diagnosticar onde uma determinada doenca pode estar presente;

e Identificar quando uma pessoa pode ser uma ameaga para a seguranga.

Estimacao (Estimation) ou Regressao (Regression) A estimacdo € similar a classificacdo,
porém € usada quando o registro € identificado por um valor numérico e nao um
categorico. Assim, pode-se estimar o valor de uma determinada varidvel analisando-se os
valores das demais. Por exemplo, um conjunto de registros contendo os valores mensais
gastos por diversos tipos de consumidores e de acordo com os habitos de cada um. Apds
ter analisado os dados, o modelo é capaz de dizer qual serd o valor gasto por um novo
consumidor. A tarefa de estimagdo pode ser usada por exemplo para:

e Estimar a quantia a ser gasta por uma familia de quatro pessoas durante a volta as
aulas;

e Estimar a pressao ideal de um paciente baseando-se na idade, sexo e massa corporal.

Predicao (Prediction) A tarefa de predicdo € similar as tarefas de classificacio e estimagao,
porém ela visa descobrir o valor futuro de um determinado atributo. Exemplos:

e Predizer o valor de uma acdo trés meses adiante;

e Predizer o percentual que serd aumentado de trafego na rede se a velocidade aumen-
tar;

e Predizer o vencedor do campeonato baseando-se na comparacao das estatisticas dos
times.

Alguns métodos de classificacdo e regressdo podem ser usados para predi¢do, com as
devidas consideracoes.

Agrupamento (Clustering) A tarefa de agrupamento visa identificar e aproximar os registros
similares. Um agrupamento (ou cluster) € uma colecdo de registros similares entre si,
porém diferentes dos outros registros nos demais agrupamentos. Esta tarefa difere da
classificacdo pois ndo necessita que os registros sejam previamente categorizados (apren-
dizado ndo-supervisionado). Além disso, ela ndo tem a pretensdo de classificar, estimar
ou predizer o valor de uma varidvel, ela apenas identifica os grupos de dados similares,
conforme mostra a figura 5. Exemplos:

e Segmenta¢do de mercado para um nicho de produtos;

e Para auditoria, separando comportamentos suspeitos;
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e Reduzir para um conjunto de atributos similares registros com centenas de atributos.

Figura 5: Registros agrupados em trés clusters [27]

As aplicacdes das tarefas de agrupamento sdo as mais variadas possiveis: pesquisa de
mercado, reconhecimento de padrdes, processamento de imagens, anélise de dados, seg-
mentacdo de mercado, taxonomia de plantas e animais, pesquisas geograficas, classi-
ficacdo de documentos da Web, deteccdo de comportamentos atipicos (fraudes), entre
outras [57]. Geralmente a tarefa de agrupamento € combinada com outras tarefas, além
de serem usadas na fase de preparacdo dos dados.

Associacao (Association) A tarefa de associacdo consiste em identificar quais atributos estao
relacionados. Apresentam a forma: SE atributo X ENTAO atributo Y. E uma das tarefas
mais conhecidas devido aos bons resultados obtidos, principalmente nas andlises da "Ces-
tas de Compras"(Market Basket), onde identificamos quais produtos sdo levados juntos
pelos consumidores. Alguns exemplos:

e Determinar os casos onde um novo medicamento pode apresentar efeitos colaterais;

e Identificar os usudrios de planos que respondem bem a oferta de novos servigos.

4.2 Métodos (ou Técnicas)

Tradicionalmente, os métodos de mineragdo de dados sao divididos em aprendizado su-
pervisionado (preditivo) e ndo-supervisionado (descritivo) [16] [20] [27]. Apesar do limite
dessa divisdo ser muito ténue (alguns métodos preditivos podem ser descritivos e vice-versa),
ela ainda € interessante para fins didaticos [20]. J4 existem variacOes entre os dois tipos de
aprendizados. Seliya [73] e Wang [83], sdo propostas abordagens semi-supervisionadas.

A diferenca entre os métodos de aprendizado supervisionados e ndo-supervisionados re-
side no fato de que os métodos ndo-supervisionados nao precisam de uma pré-categorizacao
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para os registros, ou seja, ndo € necessario um atributo alvo. Tais métodos geralmente usam
alguma medida de similaridade entre os atributos [48]. As tarefas de agrupamento e associacdo
s@o consideradas como nao-supervisionadas. Ja no aprendizado supervisionado, os métodos sao
providos com um conjunto de dados que possuem uma variavel alvo pré-definida e os registros
sdo categorizados em relacdo a ela. As tarefas mais comuns de aprendizado supervisionado siao
a classificac@o (que também pode ser ndo-supervisionado) e a regressao [48].

Durante o processo de mineragdo, diversas técnicas devem ser testadas e combinadas a
fim de que comparacgdes possam ser feitas e entdo a melhor técnica (ou combinagado de técnicas)
seja utilizada [48]. Na figura 6 podemos ver um exemplo de combinacao dessas técnicas.

hik

AI’VOTE
de Decisdo
@@ B = )
PRI i1 o S|
HMEQ Agrupamento Divisdo Indugdo Comparagio Pontuagio Lista

dos Dados de Regras dos Modelos

5

Redes Neurais Pontuagio HMEQ

de Riscos

Figura 6: Processo de comparacdo com algumas técnicas [48]

Os autores classificam os diversos métodos de formas diferentes. Neste trabalho usaremos
a classificacdo adotada por Han et al. [27] para descrever os principais métodos. Nela, os
métodos sao classificados de acordo com as tarefas que realizam.

e Associagdes

E uma das técnicas mais conhecidas de mineracdo de dados, devido ao problema da
Andlise da Cesta de Compras. Consiste em identificar o relacionamento dos itens mais
frequentes em um determinado conjunto de dados, e permite obter resultados do tipo: SE
compra leite e pio TAMBEM compra manteiga. Esta construgdo recebe o nome de Regra
de Associacao (Association Rules). Na figura 7 pode ser visto um exemplo de algumas
regras.

Regra 1: SE idade = jovem AND estudante = ndo ENTAO compra computadores = nio

Regra 2: SE idade = jovem AND estudante = sim ENTAO compra computadores = sim

Regra 3: SE idade = média ENTAO compra computadores = sim

Regra 4: SE idade = adulto AND avaliagdo de crédito = excelente ENTAO compra computadores = sim
Regra 5: SE idade = adulto AND avaliuagdo de crédito = ruim ENTAQ compra computadores = ndo

Figura 7: Regra de associagdo [27]

Mineracao de Itens Frequentes (Frequent Itemset Mining) Introduzido por Agrawal,
Imielinski e Swami [1], essa técnica pode ser visualizada em duas etapas: primeiro,
um conjunto de itens frequentes (Frequent Itemset) é criado, respeitando um valor
minimo de frequéncia para os itens. Depois, as regras de associacdo sao geradas pela
mineracdo desse conjunto. Para garantir resultados vélidos, os conceitos de suporte
e confiancga sdo utilizados em cada regra produzida. A medida de suporte indica
o percentual de registros (dentre todo o conjunto de dados) que se encaixam nessa
regra. Ja a confianca mede o percentual de registros que atendem especificamente



Mineragdo de Dados: Conceitos, Tarefas, Métodos e Ferramentas 12

a regra, por exemplo, o percentual de quem compra leite e pao e também compra
manteiga.

Para uma regra ser considerada forte, ela deve atender a um certo grau minimo de
suporte e confianca. Um dos mais tradicionais algoritmos de mineracao utilizando
a estratégia de itens frequentes é o Apriori [2]. Diversas variacdes deste algoritmo,
envolvendo o uso de técnicas de hash, redugao de transagdes, particionamento e seg-
mentacdo podem ser encontrados [2]. Mannila [44] apresentada uma variacido onde
as regras nao necessarias sdo eliminadas. Casanova [11], usa o Algoritmo da Con-
fianca Inversa junto com a Ldgica Nebulosa para gerar regras mais precisas. Out-
ros algoritmos também sao encontrados: FP-growth e ECLAT (Equivalence CLASS
Transformation) [93]. Borgelt [4], apresenta uma implementacdo do FP-growth e
faz a comparacao dele com outros trés algoritmos, dentre eles o Apriori e 0o ECLAT.
Em [60], é proposto o método CBMine (Compressed Binary Mine) que, segundo
os testes, apresentou melhores resultados que os algoritmos tradicionais. Muyeba
et all. propdem dois frameworks usando légica nebulosa para a mineracdo de re-
gras de associagdo com pesos [52] e para a mineracao de itens compostos, chamado
CFARM (Composite Fuzzy ARM) [51].

Possas et al. [66] propdem uma variacdo do algoritmo Apriori a fim de que um
nimero menor de regras seja gerado. Os resultados apresentaram até 15% de re-
ducgdo. Vasconcelos [81] mostra o uso do Apriori para mineracao de dados da Web.
A abordagem para a mineragdo de bases em que sdo gerados muitas regras (colos-
sais), chamada Pattern-Fusion é apresentada por Zhu et al. [97].

e (lassificacdes

As técnicas de classificacdo podem ser supervisionadas e ndo-supervisionadas. Sdo us-
adas para prever valores de varidveis do tipo categdricas. Pode-se, por exemplo, criar
um modelo que classifica os clientes de um banco como especiais ou de risco, um lab-
oratorio pode usar sua base histérica de voluntérios e verificar em quais individuos uma
nova droga pode ser melhor ministrada. Em ambos os cendrios um modelo € criado para
classificar a qual categoria um certo registro pertence: especial ou de risco, voluntdrios
A,BouC.

Arvores de Decisiio (Decision Trees) O método de classificagdo por Arvore de Decisdo,
funciona como um fluxograma em forma de arvore, onde cada né (nao folha) in-
dica um teste feito sobre um valor (por exemplo, idade > 20). As ligacdes entre os
nds representam os valores possiveis do teste do n6 superior, e as folhas indicam a
classe (categoria) a qual o registro pertence. Apds a drvore de decisdo montada, para
classificarmos um novo registro, basta seguir o fluxo na 4rvore (mediante os testes
nos nés nao-folhas) comecando no né raiz até chegar a uma folha. Pela estrutura
que formam, as arvores de decisdes podem ser convertidas em Regras de Classifi-
cacdo. O sucesso das arvores de decisdo, deve-se ao fato de ser uma técnica ex-
tremamente simples, ndo necessita de parametros de configuracdo e geralmente tem
um bom grau de assertividade. Apesar de ser uma técnica extremamente poderosa,
€ necessdrio uma andlise detalhada dos dados que serdo usados para garantir bons
resultados. Quinlan [67] apresenta diversas técnicas para reduzir a complexidade
das arvores de decisdo geradas. Em um artigo recente Yang et al. [90] apresentam
um algoritmo para extrair regras acionaveis, ou seja, regras que sao realmente uteis
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para a tomada de decisdes. Um exemplo de drvore de decisdo pode ser visto na
figura 8.

Adolescente,

Figura 8: Arvore de Decisio [27]

No final da década de 70, inicio da década de 80, J. Ross Quinlan desenvolve o ID3
(Iterative Dichotomiser), um algoritmo para geracdo de arvores de decisdo. Depois
Quinlan desenvolveu o C4.5 (uma versdo otimizada do ID3), e que até hoje serve
como benchmark para novos métodos supervisionados [68]. Foi na mesma época
(1984) que um grupo de estatisticos (L. Breiman, J. Friedman, R. Olshen e C. Stone),
sem conhecer o trabalho de Quinlan, desenvolveram um algoritmo e publicaram um
livro chamado Classification and Regression Trees (CART) [7]. Ambos algoritmos
sao considerados precursores e diversas variacoes surgiram deles. Eles utilizam a
estratégia de dividir-e-conquistar recursiva aplicada de cima para baixo (top-down).

Com o argumento de que os algoritmos tradicionais de arvore de decisdo precisam
carregar todo o conjunto de dados na memoria, novos algoritmos capazes de acessar
repositorios persistentes foram desenvolvidos: SLIQ [49] e SPRINT [74]. Mila-
gres [50] apresenta uma ferramenta que implementa esses dois algoritmos. Gehrke
apresenta um framework para auxiliar na execucdo de algoritmos de classificacdo
e separd-los de questdes relativas a escalabilidade [22]. O BOAT (Bootstrapped
Optimistic Algorithm for Tree Construction) utiliza-se de uma estratégia chamada
de "bootstrapping"[21]. Chandra apresenta uma otimizacdo do BOAT [12] e uma
variagdo usando 16gica nebulosa para o SLIQ [13].

Classificacio Bayesiana (Bayesian Classification) E uma técnica estatistica (probabili-
dade condicional) baseada no teorema de Thomas Bayes [87]. Segundo o teorema
de Bayes, é possivel encontrar a probabilidade de um certo evento ocorrer, dada
a probabilidade de um outro evento que ja ocorreu: Probabilidade(B dado A) =
Probabilidade(A e B)/Probabilidade(A). Comparativos mostram que os algoritmos
Bayesianos, chamados de naive Bayes, obtiveram resultados compativeis com 0s
métodos de arvore de decisdo e redes neurais. Devido a sua simplicidade e o alto
poder preditivo, € um dos algoritmos mais utilizados [95]. O algoritmo de naive
Bayes parte do principio que ndo exista relacdo de dependéncia entre os atributos.
No entanto, nem sempre isto é possivel. Nestes casos, uma variagao conhecida como
Bayesian Belief Networks, ou Bayesian Networks [55], deve ser utilizada. Em [26],
é proposta uma combinacio dos algoritmos de naive Bayes e Arvore de Decisio
para realizar a classificacdo. Mazlack [47] expOe uma fragilidade na técnica naive
Bayes.
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Classificacao Baseada em Regras (Rule-Based Classification) A classificacio baseada
em regras segue a estrutura: SE condi¢cdo ENTAO conclusio (semelhante as regras
de associagdo). Esse tipo de construgcdo geralmente € recuperado de uma arvore de
decisdo (em estruturas com muitas varidveis, a interpretacao dos resultados somente
pela drvore de decisdo é muito complexa). Uma nova estratégia na obtengdo das
regras ¢ através de algoritmos de Cobertura Sequencial (Sequential Covering Al-
gorithm), diretamente aplicados nos conjuntos de dados. AQ, CN2 e RIPPER sao
exemplos desses algoritmos. Uma outra forma de obtengdo desses regras € através
de algoritmos de Regras de Associagao.

Redes Neurais (Neural Networks) E uma técnica que tem origem na psicologia e na
neurobiologia. Consiste basicamente em simular o comportamento dos neurénios.
De maneira geral, uma rede neural pode ser vista como um conjunto de unidades
de entrada e saida conectados por camadas intermedidrias e cada ligacdo possui
um peso associado. Durante o processo de aprendizado, a rede ajusta estes pesos
para conseguir classificar corretamente um objeto. E uma técnica que necessita
de um longo periodo de treinamento, ajustes finos dos parametros e € de dificil
interpretacdo, nao sendo possivel identificar de forma clara a relagdo entre a entrada
e a saida. Em contrapartida, as redes neurais conseguem trabalhar de forma que
nao sofram com valores errados e também podem identificar padrdes para os quais
nunca foram treinados. Um dos algoritmos mais conhecidos de redes neurais €
o backpropagation [17], popularizado na década de 80, que realiza o aprendizado
pela correcdo de erros. Na figura 9 podemos ver um exemplo de uma rede neural.

Camada de Camadas Camadas de
Entrada Escondidas Saida

Figura 9: Rede Neural [27]

SVM (Support Vector Machines) Apesar de relatos dos anos 60 sobre a técnica de SVM,
foi em 1992 que um primeiro artigo foi apresentado por Vladimir Vapnik, Bernhard
Boser e Isabelle Guyon [5]. Apesar de ser uma técnica nova, tem chamado muita
atencao pelos seus resultados: obtém altos indices de assertividade, permite mod-
elar situagdes nao-lineares complexas gerando modelos de simples interpretagao,
pode ser usada para relagdes lineares e ndo-lineares, entre outros. E utilizado tanto
para tarefas de classificagdo quanto de predi¢do. Atualmente um dos problemas
da técnica de SVM ¢€ o tempo utilizado no aprendizado. Muitas pesquisas tem se
concentrado neste aspecto.

Classificaciao por Regras de Associacao (Classification by Association Rule)
Recentemente, as técnicas de Regras de Associacdo estdo sendo usadas para
a classificagdo. A ideia geral é buscar por padrdes de associacdes fortes entre
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os itens (utilizando-se do conceito de frequéncia) e as categorias. Basicamente
consiste em dois passos: primeiro, os dados de treinamento sdo analisados para
que se obtenha os itens mais frequentes. Em seguida, estes itens sdo usados para a
geracdo das regras. Alguns estudos demostraram que esta técnica tem apresentado
mais assertividade do que algoritmos tradicionais, como o C4.5. Alguns exemplos
de algoritmos de classificacdo sdo: CBA (Classification-Based Association) [42],
CMAR (Classification based on Multiple Association Rules) [40] e CPAR [92].
[86] mostra uma nova abordagem chamada de CARM (Classification Association
Rule Mining).

Aprendizado Tardio (Lazy Learners) As técnicas de classificagdo descritas até agora
usam um conjunto de dados de treinamento para aprender a classificar um novo reg-
istro. Assim, quando sdo submetidas a um novo registro elas ji estdo prontas, ou
seja, ja aprenderam. Existe, no entanto, uma outra categoria de métodos, que so-
mente realizam esse aprendizado quando solicitado para a classificacdo de um novo
registro. Neste caso, o aprendizado € considerado tardio. Apesar de necessitar de
um tempo menor de treinamento, esses métodos sdo muito dispendiosos computa-
cionalmente, pois necessitam de técnicas para armazenar e recuperar os dados de
treinamento. Por outro lado, esses métodos permitem um aprendizado incremental.

O algoritmo conhecido como kNN (k - Nearest Neighbor), descrito na década de 50,
sO tornou-se popular na década de 60, com o aumento da capacidade computacional.
Basicamente, esse algoritmo armazena os dados de treinamento e quando um novo
objeto € submetido para classificacio, o algoritmo procura os k registros mais prox-
imos (medida de distancia) deste novo registro. O novo registro € classificado na
classe mais comum entre todos os k registros mais proximos. No algoritmo chamado
de Case-Based Reasoning (CBR), ao invés de armazenar os dados de treinamento,
ele armazena os casos para a solu¢do dos problemas. Para a classificagdo de um
novo objeto, a base de treinamento € analisada em busca de uma solu¢do. Caso
nao encontre, o algoritmo sugere a solu¢cdo mais préxima. Esse algoritmo tem sido
bastante utilizado na area de suporte aos usudrios, Médica, Engenharia e Direito.

Algoritmo Genético (Genetic Algorithm) A ideia dos algoritmos genéticos segue a teo-
ria da evolugdo. Geralmente, no estagio inicial uma populagdo € definida de forma
aleatéria. Seguindo a lei do mais forte (evolu¢do), uma nova populacdo é gerada
com base na atual, porém, os individuos passam por processos de troca genética e
mutacdo. Este processo continua até que populacdes com individuos mais fortes
sejam geradas ou que atinga algum critério de parada.

Conjuntos Aproximados (Rought Set) E uma técnica que consegue realizar a classifi-
cacdo mesmo com dados impreciso ou errados e € utilizada para valores discretos.
A ideia geral destes algoritmos € a de classe de equivaléncia: eles consideram que os
elementos de uma classe sdo indiscerniveis e trabalham com a ideia de aproximagao
para a criacdo das categorias. Por exemplo, uma estrutura (chamada Rought Set
[25]) € criada para uma classe C. Esta estrutura é cercada por dois outros conjuntos
de aproximacao (chamados de baixo e alto). O conjunto de baixa aproximacao de
C contém os registros que certamente sdo desta classe. O conjunto de alta aprox-
imag¢do contém os registros que nao podem ser definidos como ndo pertencentes a
classe C. Um novo registro € classificado mediante a aproximag¢do com um destes
conjuntos. Busse [24] faz uma comparacgao do algoritmo MLEM?2 (Modified Learn-
ing from Examples Module, version 2)) com duas variagcdes. Uma representacdo dos
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conjuntos aproximados pode ser vista na figura 10.
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Figura 10: Conjuntos Aproximados [27]

Conjuntos Nebulosos (Fuzzy Set) A classificacio baseada em regras apresenta um
problema relacionado as varidveis continuas. Elas necessitam de um ponto de corte
bem definido, o que as vezes € ruim ou impossivel. Por exemplo, SE salario > 4.000
ENTAO credito = ok. Porém, registros com salario de 3.999 niio serdo contempla-
dos. Proposta por Lotfi Zadeh em 1965, a ideia dos conjuntos Fuzzy € de que, ao
invés de realizar um corte direto, essas varidveis sejam discretizadas em categorias
e a logica nebulosa aplicada para defini¢do dos limites destas categorias. Com isso,
ao invés de se ter as categorias com limites de corte bem definido, tem-se um certo
grau de flexibilidade entre as categorias. Na figura 11 pode-se ver um exemplo de
um conjunto nebuloso.
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Figura 11: Conjuntos Nebulosos [27]

e Predi¢cdes Numéricas

Os métodos de predicdo visam descobrir um possivel valor futuro de uma varidvel. As
predi¢des numéricas visam prever valores para varidveis continuas. Para a predi¢do de
varidveis discretas, as técnicas de classificacio ja apresentadas podem ser aplicadas. Os
métodos mais conhecidos para predicdo numérica sdo as regressoes, desenvolvidas por
Sir Frances Galton (1822 a 1911). Alguns autores tratam as predi¢cdes numéricas e as re-
gressdes como sindnimos, porém, como vimos, alguns métodos de classificagdo também
fazem predicdes. As técnicas de regressdo modelam o relacionamento de varidveis inde-
pendentes (chamadas preditoras) com uma varidvel dependente (chamada resposta). As
varidveis preditoras sdo os atributos dos registros, e a resposta € o que se quer predizer.

Regressao Linear As regressdes sdo chamadas de lineares quando a relacdo entre as
varidveis preditoras e a resposta segue um comportamento linear. Neste caso, €
possivel criar um modelo no qual o valor de y é uma func¢do linear de x. Exemplo:
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y = b + wx. Pode-se utilizar o mesmo principio para modelos com mais de uma
varidvel preditora. Na figura 12 tem-se um exemplo de uma regressao linear.
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Figura 12: Regressao Linear [27]

Regressao Nao-Linear Nos modelos de regressao nao-linear, a relacio entre as varidveis
preditoras e a resposta ndo segue um comportamento linear. Por exemplo, a re-
lag@o entre as varidveis pode ser modelada como uma func¢@o polinomial. Ainda,
para estes casos (Regressdo Polinomial), é possivel realizar uma conversdo pra uma
regressdo linear. Outros modelos também sdo encontrados na literatura: Logistic
Regression, Poisson Regression e Log-Linear Models.

e Agrupamento

As técnicas de agrupamento sio consideradas como ndo supervisionadas. Dado um con-
junto de registros, sdo gerados agrupamentos (ou cluster), contendo os registros mais
semelhantes. Em geral, as medidas de similaridade usadas sdo as medidas de distancias
tradicionais (Euclidiana, Manhattan, etc). Os elementos de um cluster sdo consider-
ados similares aos elementos no mesmo cluster e dissimilares aos elementos nos out-
ros clusters. Por trabalhar com o conceito de distincia (similaridade) entre os registros,
geralmente € necessdrio realizar a transformacao dos diferentes tipos de dados (ordinais,
categoricos, bindrios, intervalos) para uma escala comum, exemplo [0.0, 1.0]. Podemos
classificar os algoritmos de agrupamento nas seguintes categorias:

Métodos de Particionamento (Partitioning Methods) Dado um conjunto D de dados
com n registros € k o nimero de agrupamentos desejados, os algoritmos de parti-
cionamento organizam os objetos em k agrupamentos, tal que k <= n. Os algoritmos
mais comuns de agrupamento sdo: k-Means e k-Medoids.

k-Means Esse algoritmo usa o conceito da centroide. Dado um conjunto de dados,
o algoritmo seleciona de forma aleatdria k registros, cada um representando
um agrupamento. Para cada registro restante, € calculada a similaridade entre
o registro analisado e o centro de cada agrupamento. O objeto € inserido no
agrupamento com a menor distancia, ou seja, maior similaridade. O centro do
cluster € recalculado a cada novo elemento inserido. Diferentes variacdes sur-
giram: implementando otimiza¢des para escolha do valor do k, novas medidas
de dissimilaridade e estratégias para o cdlculo do centro do agrupamento. Uma
variagdo bem conhecida do k-Means € o k-Modes. Nesse caso, ao invés de cal-
cular o centro do agrupamento através da média de distancia dos registros, ele
usa a moda.
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k-Medoids E uma variacio do k-Means. Neste algoritmo, ao invés de calcular o
centro do agrupamento e usd-lo como referéncia, trabalha-se com o conceito
do objeto mais central do agrupamento. As varia¢cOes mais conhecidas sao os
algoritmos PAM (Partitioning Around Medoids) e CLARA (Clustering LARge
Applications).

Métodos Hierarquicos (Hierarchical Methods) A ideia basica dos métodos hi-
erarquicos € criar o agrupamento por meio da aglomeracdo ou da divisao dos el-
ementos do conjunto. A forma gerada por estes métodos € um dendrograma (gra-
fico em formato de arvore, conforme figura 13). Dois tipos bdsicos de métodos
hierdrquicos podem ser encontrados: Aglomerativos e Divisivos.

D FCABE
Figura 13: Exemplo de um dendrograma [57]

Aglomerativos Adotam uma estratégia bottom-up onde, inicialmente, cada objeto
¢ considerado um agrupamento. A similaridade é calculada entre um agrupa-
mento especifico e os outros agrupamentos. Os agrupamentos mais similares
vao se unindo e formando novos agrupamentos. O processo continua, até que
exista apenas um agrupamento principal. Os algoritmos AGNES (AGglomera-
tive NESting) e CURE (Clustering Using Representatives) utilizam esta estraté-
gia.

Divisivos Adotam uma estratégia top-down, onde inicialmente todos os objetos es-
td0 no mesmo agrupamento. Os agrupamentos vao sofrendo divisoes, até que
cada objeto represente um agrupamento. O algoritmo DIANA (DIvisive ANAI-
ysis) utiliza esta estratégia.

Métodos Baseados na Densidade (Density-Based Methods) Os métodos de particiona-
mento e hierdrquicos geram agrupamentos de formato esféricos (distribuicao dos
valores dos dados € mais esparsa). No entanto, existem situagdes em que essa dis-
tribuicao é mais densa e que tais métodos ndo apresentam resultados satisfatérios.
Os métodos baseado na densidade conseguem melhores resultados. Destacamos os
algoritmos: DBSCAN (A Density-Based Clustering Method Based on Connected
Regions with Sufficiently High Density), OPTICS (Ordering Points to ldentify the
Clustering Structure) e DENCLUE (DENsity-based CLUstEring). Em [19], € pro-
posta uma técnica usando a estratégia do Simulated Annealing.

Métodos Baseados em Grade (Grid-Based Methods) Métodos baseado em grades,
utilizam-se da estrutura de grades e dividem os registros nas células desta grade.
Apresentam um tempo de processamento bem rapido. Os principais algoritmos sao
o STING (STatistical INformation Grid) e o WaveCluster (Clustering UsingWavelet
Transformation).
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Métodos Baseados em Modelos (Model-Based Methods) Os métodos baseados em
modelos criam um modelo para cada agrupamento e tentam identificar o melhor
modelo para cada objeto. Este método parte da ideia de que os dados sdo gerados
por uma série de probabilidade de distribuicdes. Os algoritmos EM (Expectation-
Maximization), uma variagao do k-Means, COBWEB e CLASSIT implementam o
método de agrupamento baseado em modelos.

Apesar de cada método possuir suas peculiaridades e apresentar melhor resultado com um
certo tipo de dado, ndo existe uma classificac@o unica para a escolha e aplicagdo destes métodos
[20].

S Limitacoes

Apesar da grande potencialidade oferecida pela Mineracdo de Dados, alguns fatores de-
vem ser analisados. Wang et all. [85] discutem como alguns desses fatores podem prejudicar as
técnicas de mineragao:

e As relagdes entre os atributos precisam ser muito bem definidas, caso contrario os resul-
tados podem ser mal interpretados;

e Permitir que o processo de treinamento execute por muito tempo, até que se consiga obter
indicios que possam levar a conclusdes factiveis;

e Gerar subsidios para uma conclusio errada tornando-a mais plausivel. Porém, uma inter-
pretacdo falha pode disfarcar as falhas nos dados;

e Usar um grande nimero de varidveis.

Alguns outros autores mencionam trés outros fatores: o alto conhecimento exigido dos
usudrios, a escolha do repositorio € o uso de muitas varidveis. Wang et al. categorizam os
problemas encontrados na mineragdo de dados em quatro grupos [85]: estatisticos, precisdo dos
dados e padronizagdes, técnicos (problemas encontrados em diversos métodos, tais como Redes
Neurais, Arvores de Decisido, Algoritmos Genéticos e Légica Nebulosa) e organizacionais. Se-
gundo [72], a Mineragao de Dados apesar de revelar padrdes e relacionamentos, nao os explica.
Além disto, alguns relacionamentos e padrdes casuais ndo sdao capturados.

Outra questao que trds grande impacto na utilizagdo da Mineracdo de Dados refere-se a
privacidade e a legislacdo. Trabalhar com dados sobre o individuo trds implicagcdes que pre-
cisam ser consideradas e analisadas [27]. Seifert [72], mostra que o Congresso Americano ja
aprova leis para gerir o uso da Mineracdo de Dados e as questdes de privacidade ligadas a elas.
Zhan et all. [94] apresentam um modelo para se trabalhar a privacidade dos dados.

Em [20], alguns desafios que precisam ser superados sdo apresentados:

e Técnicas para lidar com base de dados cada vez maiores, chegando a casa dos Terabytes;

e Cada vez mais as tabelas possuem mais atributos, aumentando o espago de busca (alta
dimensionalidade);

e Os modelos s@o construidos usando um conjunto limitado de dados, que podem ndo con-
ter todos os padrdes e com isto, ao serem submetidos a novos dados, se comportam de
maneira erronea;
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e A velocidade com que os dados mudam faz com que os modelos gerem resultados invali-
dos;

e O problema da baixa qualidade dos dados;
e Complexidade dos relacionamentos entre os atributos;

e Tornar os padrdes descobertos mais legiveis, facilitando o entendimento e a interpretacao
pelo usuério;

e A baixa interacdo e a dificuldade de inser¢do de conhecimento prévio nos modelos;

e Os sistemas cada vez mais dependem de outros sistemas, gerando problemas de inte-
gracao.

6 Mineracao de Estruturas Complexas

A Mineragdo de Dados foi inicialmente concebida para utilizar-se de repositérios estrutu-
rados de dados (Banco de Dados, Data Warehouse, Arquivos, etc). Porém, atualmente os dados
sdo representados por diversos formatos: Nao estruturado, Espacial e Temporal, Multimidia,
Web, entre outros. E cada vez mais, existe a necessidade da minera¢do nestes tipos de dados.
Com isto, uma 4rea que vem sendo bastante pesquisada é a Mineracdo de Dados em estruturas
complexas. Em Han et al. [27], algumas dessas estruturas sdo abordadas:

Mineracao de Fluxo de Dados Algumas aplicacdes trafegam um volume altissimo de dados,
temporalmente ordenados, voléteis e potencialmente infinito. Minerar estas informacgdes
apos terem sido armazenadas € uma tarefa invidvel. Ao invés disso, a mineragcao ocorre a
medida em que os dados sao lidos. Kid et all. [34] propdem um framework para extracao
de padrdes temporais de fluxos de dados. Koh et all. [36] propdem um algoritmo chamado
appearing-bit-sequence-based incremental mining para um reconhecimento incremental
dos padrdes em fluxos de dados.

Mineracao de Séries Temporais Bases de Séries Temporais sdo aquelas que armazenam in-
formagdes de um certo evento em um intervalo de tempo definido. Por exemplo, bases que
armazenam o valor das a¢des de um mercado, velocidade do vento, medidas da atmos-
fera. O processo de identificacdo de padroes em bases desse tipo envolve outras técnicas
e analises. Em [29], € apresentado um trabalho para a deteccao de fatores de risco na drea
médica usando a mineragdo de séries temporais através de algoritmos de agrupamento.

Mineracao de Grafos Grafos sdo muito importantes na modelagem de estruturas complexas,
como circuitos, imagens, proteinas, redes bioldgicas, redes sociais, etc. Variagdes de
algoritmos tradicionais e novos algoritmos tem sido desenvolvido para esse fim [41].

Mineracao de Relacionamentos As redes sociais representam o relacionamento (/ink) entre
as entidades envolvidas (similar a uma estrutura de grafos). Nas tltimas décadas elas tem
chamado muita aten¢do pela riqueza de padrdes que podem ser extraidos. Matsuo [46]
apresenta uma abordagem para a mineracao de redes sociais na internet.

Mineracio de Dados Multirelacionais A grande maioria das bases relacionais armazena seus
dados de forma normalizada e distribuida. As tabelas que compdem essa base sdo en-
tao relacionadas entre si. No entanto, as técnicas tradicionais de Mineracao de Dados
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utilizam-se de estruturas mais simples. Devido a isso, as diversas tabelas devem ser
agrupadas e simplificadas. Esse processo gera diversos problemas, tais como: varidveis
desnecessdrias ou duplicadas, complexidade dos dados, tempo de anélise e entendimento,
etc. A Mineragdo de Dados Multirelacionais visa criar algoritmos que utilizam as estru-
turas originais das bases, sem a necessidade de uma conversao.

Mineracao de Objetos Diferente das bases relacionais, que armazenam os dados de uma
forma estruturada (tabelas), as bases orientadas a objetos, guardam os dados em forma
de objetos (formados por um identificador, atributos e métodos).

Mineracao de Dados Espaciais Bases espaciais envolvem um conjunto de dados relacionados
as questdes espaciais, tais como mapas. Possuem informagdes de topologia e distincia
organizadas de forma totalmente diferente das bases relacionais. A minerag¢do espacial
visa identificar os padrdes armazenados nesses dados de uma forma implicita.

Mineracao de Dados Multimidia Bases de dados multimidia armazenam dados em formato
de dudio, video, imagens, graficos, texto, etc. Em [89], tem-se um survey de reconheci-
mento de padrdes faciais em imagens. Malerba [43] apresenta uma proposta para geracao
de regras de associa¢do de documentos textuais escaneados.

Mineracao de Textos Grande parte dos dados de uma institui¢do é armazenada de forma semi-
estruturada e ndo-estruturada, através de textos, e-mail, artigos, documentos (atas, mem-
orandos, oficios), etc. A busca de padrdes e conhecimento nestes documentos € muito
comum. Porém, na maioria das vezes, o resultado obtido é falho: documentos nao rela-
cionados, volume muito alto de informagdes dispensdveis, entre outros. A mineracdo de
textos, visa ajudar neste processo.

Mineracao da Internet A mineracdo da Internet tem sido alvo de recentes pesquisas, pois ela
retine em seu ambiente, quase a totalidade dos tipos de estruturas complexas e simples
que existem. Além disso, possui um volume de dados gigantesco. Atende as diversas
necessidades e possui os mais diversos contetidos. A Mineracdo da Internet (ou Web
Mining), consiste em minerar as estruturas de ligacdo, o contetido, os padroes de acesso,
classificacdo de documentos, entre outras. Em [75], os conceitos da mineracdo na internet
podem ser analisados. Shimada et all. [76] propdem um método para minerar a opiniao
das pessoas sobre determinados produtos. Em [45], é proposta uma abordagem para a
geracdao de um mapa de tépicos de paginas da internet.

7 Ferramentas

Diversas ferramentas foram desenvolvidas no intuito de tornar a aplicacdo da Mineracao
de Dados uma tarefa menos técnica, e com isto possibilitar que profissionais de outras dreas
possam fazer usa dela. Neste sentido, o mercado de ferramentas de mineracdo de dados tem se
tornado bastante atraente.

Clementine Uma das ferramentas lider de mercado, desenvolvida pela SPSS o Clementine
suporta o processo CRISP-DM, além de possuir outras facilidades [80].

SAS Enterprise Miner Suite Ferramenta desenvolvida pela empresa SAS. E uma das ferra-
mentas mais conhecidas para mineracdo. Possui modulos para trabalhar em todas as
etapas do processo de mineracgdo [70].
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SAS Text Miner Ferramenta da SAS para mineragdo de textos [71].

WEKA E uma das melhores ferramentas livre. Possui uma série de algoritmos para as tarefas
de mineracdo. Os algoritmos podem ser aplicados diretamente da ferramenta, ou utiliza-
dos por programas Java. Fornece as funcionalidades para pré-processamento, classifi-
cacdo, regressdo, agrupamento, regras de associacdo e visualizacdo [82]. Atualmente faz
parte da ferramenta de BI OpenSource Pentaho [62]. Em [88] a ferramenta € apresentada
em detalhes.

Oracle Data Mining (ODM) E uma ferramenta para a Mineracdo de Dados desenvolvida pela
Oracle para o uso em seu banco de dados ORACLE [59].

KXEN Analytic Framework Ferramenta de Mineracdo de Dados comercial que utiliza con-
ceitos do Professor Vladimir Vapnik como Minimizagao de Risco Estruturada (Structured
Risk Minimization ou SRM) e outros [37].

IBM Intelligent Miner Ferramenta de mineracdo da IBM para a minerag¢ao de dados no banco
de dados DB2 [31].

Pimiento Ferramenta livre para mineracao de textos [63].

MDR Ferramenta livre em Java para deteccao de intera¢des entre atributos utilizando o método
da multifactor dimensionality reduction (MDR) [18].

LingPipe Ferramenta de mineracdo livre voltada para analise linguistica [3].

KNIME Plataforma de mineracdo de dados aberta, que implementa o paradigma de pipelining
de dados [35].

8 Consideracoes Finais

A Mineracdo de Dados tornou-se uma ferramenta de apoio com papel fundamental na
gestao da informacgao dentro das organiza¢des. A manipulacdo dos dados e a andlise das infor-
macoes de maneira tradicional tornou-se invidvel devido ao grande volume de dados (coletados
diariamente e armazenados em bases histdricas). Descobrir padrdes implicitos e relacionamen-
tos em repositorios que contém um grande volume de dados de forma manual, deixou de ser
uma opg¢ao. As técnicas de mineracdo passaram a estar presentes no dia a dia.

Os dados sao considerados hoje como o principal ativo de um projeto de software. Isso se
deve, além da reducdo nos custos de aquisicao de hardware e software, ao desenvolvimento de
técnicas capazes de extrair, de forma otimizada, a informacdo contida, e muitas vezes implicita,
nestes dados.

Apesar dos bons resultados obtidos com a aplicacdo da Mineracdo de Dados, os desafios
ainda sdo muitos. Diversos problemas relativos ao uso da minerac¢ao (tais como a seguranca
dos dados e a privacidade dos individuos), juntamente com o aumento na complexidade das
estruturas de armazenamento, criam cendrios complexos e desafiadores. Além disso, novas
tendéncias como a Web Semantica, exigem que variacdes dos algoritmos tradicionais sejam
desenvolvidas.

A Mineracao de Dados atualmente caminha para uma popularizacdo. As ferramentas,
cada vez mais amigaveis e ficeis de serem usadas por usudrios que nao sejam especialistas em
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mineracdo, desempenham um papel fundamental nesse sentido. Esta popularizagdo é funda-
mental para o crescimento e a consolidagdo da Mineracao de Dados.

Nao resta duvida de que essa € uma drea extremamente promissora € que, apesar dos
resultados ja obtidos, ainda tem muito para oferecer.
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